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学习更好的配准以学习更好的少样本医学图
像分割：真实性，多样性，鲁棒性
何宇霆, 葛荣骏, 戚晓明, 陈阳, 伍家松, Jean-Louis Coatrieux, 杨冠羽∗, 李硕

摘要—在这项工作中，我们致力于基于一种学习配准以学习
分割（learning registration to learn segmentation, LRLS）范
式，提出新型的框架来解决少样本医学图像分割（MIS）的任
务。为了解决现有 LRLS 框架中存在的真实性、多样性和鲁棒性
不足的限制，我们提出了优配强分（Better Registration Better
Segmentation, BRBS）框架，具有三个主要贡献，经实验证明
具有实际价值。1) 我们改善了基于配准的生成程序中的真实性，
提出了知识一致性约束策略，该策略约束配准网络根据领域知识
进行学习。它实现了语义对齐和拓扑保持的配准，从而使生成程
序以保持空间和样式真实性的情况下生成新数据。2) 我们深入
研究了生成程序的多样性，并提出了空间风格采样程序，将样式
和空间的转换路径建模到生成程序中，引入了少量有标签图像和
大量无标签图像之间的特征转换路径。进一步，在转换路径上通
过采样为生成的数据提供了更多样的空间和样式特征，从而有效
提高生成数据的多样性。3) 我们首次强调了 LRLS 范式中分割
学习的稳健性，并提出了混合不对齐正则化策略，模拟了不对齐
失真，并约束网络减小对错误匹配区域的拟合程度。从而对这些
区域的学习起到了正则化作用，提高了分割学习的稳健性。我们
的方法在两个具有挑战性的少样本医学图像分割任务中取得了
新的最先进性能，优于现有的基于 LRLS 的少样本分割方法。我
们相信，这种新颖而有效的框架将为医学图像领域提供一个强大
的少样本分割基准，并有效降低医学图像研究的成本。我们的所
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LRLS的优势：1.使用更少的标签；2.更高的分割准确性。
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图 1: 学习配准以学习分割范式（LRLS）用于少标签医学图像分
割。
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Index Terms—医学图像分割，少样本学习，图谱，医学图
像配准，生成，深度学习

I. 介绍

学习配准以学习分割范式（Learning registration
to learn segmentation，LRLS，图1）[1]–[6] 是一种有效
的少标签医学图像分割范式，近来变得越来越受到研究
领域的关注。该范式利用了人体结构的一致性，利用配
准的空间映射能力实现标签的映射，因此，任意满足解
剖结构一致性的分割目标（如心脏腔室、脑区域）都能
够通过配准来较为可靠地生成大量伪标签数据用于学
习，是一种通用的医学图像少标签学习范式，已在大量
具有挑战性的少标签医学图像分割场景 [2]–[4], [6] 中大
大提升了模型的标签效率和分割准确性，具有较大的应
用和研究价值。如图1所示，该范式有三个步骤：1. 使
用大量无标签数据学习一个配准网络。2. 使用配准网
络将一个小型有标签数据集（以下称为“模板集”）与
大型无标签数据集对齐，从而生成大型伪标签数据集。
3. 使用生成的伪标签数据集训练分割网络，以获得具有
强大的泛化能力的分割模型。这三个步骤合在一起构成
了一个利用无监督的配准学习驱动需要监督的分割学
习的工作流，驱动了有效的少标签医学图像分割。 然
而，如图2a-c）所示，LRLS 范式的三个固有缺陷为基
于 LRLS 的少样本医学图像分割模型带来了技术上的
瓶颈：a）生成数据缺乏真实性 [1], [2], [5]。在利用配准
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c）已有方法直接拟合不准确信息 f）MMR降低模型对不准确信息的拟合程度

缺陷：学习不准确信息导致分割学习缺乏鲁棒性 优势：更加鲁棒地学习不准确信息

b）已有方法从变换结果生成数据 e）S3P从连续的变换分布中生成大量数据

缺陷：生成数据缺少多样性 优势：生成密集的分布以提升数据的多样性

缺陷：由于配准失误导致生成数据缺乏真实性
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图 2: 现有的 LRLS 框架存在一定的局限性，而本文所提出的 BRBS 框架突破了已有方法的瓶颈，仅使用非常少标签即可取得强大
的医学图像分割性能。a）到 c）是现有 LRLS 框架（以 DataAug [2] 为例）的局限性；d）到 f）是本文得到 BRBS 框架的设计动
机和潜在优势。

生成数据的过程中，有两种失真会使得伪标签数据缺乏
真实性，最终将误差传递给分割学习。对齐失真：[3] 伪
标签和图像之间出现标签区域与图像上的真实区域间
不对齐，为分割学习带来错误的监督信息。形变失真：
[7] 配准模型对区域发生的错误形变将破坏形变图像中
真实的拓扑结构 [1], [5]，使得形变图像失真，最终导
致分割模型学习到不准确的图像特征，限制分割模型性
能。b）生成数据缺乏多样性 [2], [4]。由于无标签图像
数量的限制，直接将模板集和无标签图像进行配准 [1]
或风格迁移 [2] 来生成数据，只能将训练数据集扩大到
与无标签数据集相同的数据规模。当无标签数据集非常
小，并且其数据特征分布较为稀疏时，生成的伪标签数
据也将较小，限制了分割网络泛化潜力。c）分割学习
缺乏鲁棒性。现有的 LRLS 的相关工作 [1]–[4], [6] 专
注于前两个步骤的研究，无法在第三个步骤中抵抗来自
配准误差的干扰。这些方法直接学习生成的缺乏真实性
和多样性的伪标记数据集，将使得分割模型学习到数据
中不准确的特征和监督信息，缺乏应对数据和标签噪声
的鲁棒性。

为了突破 LRLS 范式的瓶颈，使用非常少量的标
签获得更加精确的医学图像分割模型，我们提出了一种
新的 LRLS 框架，名为优配强分（Better Registration
Better Segmentation，BRBS）框架。该框架融合了我
们提出的三个关键创新点（图.2 d-f）），解决了 LRLS
范式中缺乏真实性、多样性和鲁棒性的限制，仅使用非
常少的标签即可有效地生成高真实性和多样性的伪标
签数据集，并将对抗不准确数据中错误信息的能力融入
分割模型，提升分割学习的鲁棒性。

知识一致性约束策略（Knowledge Consistency
Constraint, KCC）用于提高真实性：如图2d）所示，
KCC 根据两种领域知识构建一种更加有效的配准网络
学习过程，从而减少配准误差并提高生成数据的真实
性。1. 应对对齐失真。对齐的图像具有对齐的语义区域
[4], [8]，因此我们构建了一种语义一致性（SeC）约束用
于图像中语义区域间的对齐配准。它利用训练过程中的
分割网络提取语义区域，并约束对应的区域对齐以提高
图像之间关键区域的对齐精度。2. 应对形变失真。保持
拓扑结构不被破坏的形变是可逆且平滑的 [9], [10]，因
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此我们构建了一种了双向一致性（BiC）约束用于训练
网络学习保持拓扑结构的配准。它训练网络同时学习正
向和反向的平滑形变以获得形变可逆性和平滑性 [11]，
从而保持形变图像中的拓扑结构不失真。

空间-风格采样过程（Space-Style Sampling Process，
S3P）用于提高多样性：如图2e）所示，S3P 构建了一
种模板集与无标签数据集之间风格和空间结构信息密
集采样的过程，在连续的流形上采样生成密集分布的数
据，从而提高了生成数据的多样性。该过程通过建模模
板和无标签图像之间的风格和空间相互转换的连续过
程来构建图像间流形上的连续分布，并在该连续分布上
密集采样生成数据，从而生成具有更好的多样性的数
据。对于风格的多样性，该方法在模板和无标签图像之
间建立一个条风格变换路径，并对此路径上对风格的偏
移程度进行采样，从而调整图像原本的风格以生成具有
新的风格特征的图像。对于空间的多样性，该方法在模
板和无标签图像之间建立一条空间变换路径，并对此路
径上的空间变形程度进行采样，从而调整图像原本的空
间结构生成具有新的空间特征的图像。因此，同时对模
板集中的数据进行密集的空间和风格的变换，可以生成
大量的多样的生成数据，以提高多样性。

混合不对齐正则化（Mix Misalignment Regulariza-
tion，MMR）用于提高鲁棒性：如图2f）所示，MMR
通过模拟伪标签数据中标签与图像数据不对齐的情况，
并训练网络减少这些数据中不对齐区域的拟合程度，从
而降低不准确信息的影响，提高分割学习的鲁棒性。具
体的，该方法将两个图像以一定比重混合以模拟风格采
样时，模板图像与无标签图像中语义区域不对齐导致的
图像失真，并以相同比重混合两个图像分别的分割结果
以发现不对齐的语义区域。然后，训练分割网络对这些
区域拟合一个线性函数（准确的区域拟合非线性函数），
从而减少这些不准确信息的拟合程度。因此，分割网络
将拟合一个更简单的函数，并更加鲁棒地应对生成图像
中的不对齐问题 [12]，进一步提高分割模型性能。

总的来说，本文针对 LRLS 范式中的真实性、多
样性和鲁棒性问题，设计了一种新型的 LRLS 框架，
BRBS 框架，以激发少量标签信息对整体数据的监督能
力，促进获得更好的少标签分割模型。具体如下：

• 基于 LRLS 范式，我们提出了一种高效的少标签医
学图像分割框架，BRBS 框架，为医学图像领域提
供了强有力的少标签学习基准，有效降低了获得有
效医学图像分割模型的成本。

• 我们提出了一种基于领域知识驱动的配准学习策
略，KCC，通过减少配准误差来提高生成图像的真
实性，从而获得更符合真实世界图像生成形式的模
拟生成过程。

• 我们提出了一种新颖的数据生成过程，S3P，在连
续的图像风格和空间结构变换过程中密集采样生成
数据，以提高生成数据的多样性。

• 我们提出了一种强大的数据驱动的正则化方法，
MMR，通过模型对数据的表现来自我发现并降低
不准确区域的拟合程度，提高分割网络学习过程中
对不准确信息的鲁棒性。

总之，BRBS 框架有三个关键优势：a）更小的标签
需求：与全监督方法 [13]–[16] 相比，BRBS 框架几乎只
需要一个标签就能够驱动整个训练过程，并且获得可靠
的医学图像分割模型，有效地降低了该任务所需的标签
成本。b）更高的分割精度：与其他 LRLS方法 [1]–[4], [6]
相比，BRBS 在真实性、多样性和鲁棒性方面的提升显
著提高了分割模型的性能，在多个具有挑战性的医学图
像分割任务上取得了最优的结果。c）更大的简便性：在
测试过程中，我们的框架仅使用单一分割网络就可以进
行推理，没有任何额外的部分，因此相比于以往的工作
[4]，BRBS 具有更好的简便性。我们使用 PyTorch [17]
框架实现了所提出的方法。我们在一个伴随网站https:
//github.com/YutingHe-list/BRBS上共享了我们的代
码和模型。

II. 相关工作

A. 少标签学习

少标签学习（Few-shot learning）是指从有限数量
的带有监督信息的样本中学习的机器学习方法，能够有
效提高模型学习的标签使用效率 [18]–[21]。近年来，在
少标签学习已经在一些任务中取得了成功，如图像分类
[21]、视频分类 [19]、神经架构搜索 [20] 等。由于医学
数据的标注成本高昂且数据稀缺 [22]，少标签学习在医
学图像分析任务中有着较高的研究价值，并且在一些具
体任务上已经取得了成功 [2]–[4], [6], [23]。然而，正如
Wang 等人 [18] 所指出的，少标签学习的核心问题是在
学习中产生的不可靠的优化方向（我们称之为经验风险
最小化方向）。当训练集中有标签数据非常少时，经验
风险将与期望的风险相去甚远，无法为模型提供合理的
优化方向，反而会使模型过拟合到错误的经验风险上，
限制模型的性能。因此，在少标签的情况下进行可靠的

https://github.com/YutingHe-list/BRBS
https://github.com/YutingHe-list/BRBS
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学习是一个具有挑战并十分重要的开放问题。尽管包
括本文所关注的 LRLS 范式在内的现有工作已经提出
了一些初步的方法以提升少标签情况下学习的可靠性
[1]–[6]，但该问题仍然是少标签学习的核心瓶颈。

B. 医学图像配准和分割

在过去的十年中，医学图像配准 [11]（medical image
registration, MIR）和医学图像分割 [24] 是医学图像分
析中两个关键的密集预测任务。配准将医学图像中的解
剖结构对齐到同一空间坐标系统中 [4], [11], [25], [26]，
而分割则密集地预测每个像素位置所属的类别 [16],
[24], [27]。随着深度学习 [28] 的发展，结合深度学习的
配准和分割模型得到了广泛的关注并正被深入地研究，
一些研究已经取得了显著的成果 [4], [11], [24], [29]。然
而，随着研究的深入，一些重大的问题逐渐被暴露出
来，导致了这类技术在应用中的巨大挑战。无监督的医
学图像配准模型 [4], [11], [26] 缺乏对感兴趣区域的感
知能力，导致其容易受到背景区域的影响，使得感兴趣
区域的对齐精度受到限制。监督学习的医学图像分割模
型 [16], [24] 需要大量的分割标签，而标注这些标签需
要花费大量的成本。如果降低训练模型所使用的标签数
量，深度学习强大的非线性能力又会引发严重的过拟合
问题。

C. 基于模板的分割范式

基于模板的分割是一种被广泛研究的少样本医学
图像分割范式 [5], [30]–[34]。这类方法的一个核心思想
是利用图像-标签对中分割标签与图像之间的联系，通
过有标签的图像与无标签的图像的配准，间接地构建标
签到无标签图像的映射，从而实现无标签图像的分割
[33]。近年来，由于深度学习的强大特征表示能力和高
运算速度，一些研究 [1]–[5], [30]–[32] 致力于将深度学
习与基于模板的分割算法相结合，以较小的标注成本获
得有效的分割结果。一种直观的方法 [5], [31] 是使用网
络无监督地学习配准模型 [11]，以获得模板和无标签图
像之间的快速配准。然而，如果模板与目标图像的空间
差异较大，配准准确性的限制将使得分割效果较差，这
些方法往往无法获有效的分割结果。虽然一些工作 [26]
使用分割标签来约束配准学习以获得更加精确的空间
对齐，但这也额外为学习的过程引入了分割学习原有的
标签成本问题，失去了该范式的少标签的优势。

D. 学习配准以学习分割范式

最近，基于深度学习的配准和分割模型之间的互补
性研究 [3] 取得了一系列的成果 [1]–[4], [6]，该范式通
过学习配准来生成大量数据以驱动分割学习（LRLS），
取得了有效的少标签医学图像分割。该范式使用配准模
型将少量模板图像和大量无标签图像对齐，从而生成大
量的伪标签图像，利用这些伪标签图像来驱动分割模型
的学习。DataAug [2] 基于该范式，并引入了一个风格
转换操作，提高了生成数据的多样性。然而，不准确的
配准导致生成数据失真，最终限制着分割模型的性能。
Ding 等人 [6] 进一步增强了 DataAug 模型中生成数据
的多样性，训练了一个自编码器从连续的潜在空间中采
样生成伪标签图像。但是，该方法需要让自编码器学习
模板图像固定的空间结构，因此只适用于一个模板图
像的情况，限制了其可扩展性，同时，该方法中配准性
能的缺陷仍然限制着生成数据的真实性。DeepRS [3]，
PC-Reg-RT [4] 和 DeepAtlas [1] 都利用了配准和分割
任务之间的互补性，使用分割模型训练配准模型对语义
区域的感知，从而使得目标区域获得更准确的配准性
能，降低了配准失误导致的数据失真，从而获得更高质
量的生成数据。然而，这些工作都没有考虑变形失真和
生成数据的多样性问题，分割模型仍然在训练中受到部
分失真问题的干扰，同时泛化能力受限。此外，上述的
这些工作 [1]–[6] 都缺乏进一步关于鲁棒学习生成的伪
标签数据的研究，分割模型的学习受到生成数据种种缺
陷的干扰。

相关工作的讨论：LRLS 范式在少样本医学图像分
割任务中的三个关键方面是真实性 [5], [7], [35]、多样
性 [6], [20] 和鲁棒性 [36], [37]。更好的生成图像-标签
对的真实性将减少由于配准而引起的错误信息，使分割
模型学习更可靠的表示。更好的生成数据的多样性将为
分割网络提供更多知识，实现更好的泛化能力的有效表
示。分割学习的更好的鲁棒性将提高对不准确数据的
干扰能力，实现精确的特征表示和可靠的优化。因此，
LRLS 范式需要提高其真实性、多样性和鲁棒性，学习
更好的配准以实现更好的少样本医学图像分割。尽管一
些工作在多样性 [2], [3], [6] 和真实性 [1], [3], [4] 方面
进行了初步研究，但在 LRLS 范式的所有三个关键方
面上还没有进行深入和全面的研究。在本文中，我们的
KCC、S3P 和 MMR 同时提高了真实性、多样性和鲁
棒性，进一步提升了 LRLS 范式的性能。



5

更精确的语义
区域对齐程度

大量的伪
标签数据

分割和配准相互促进 学习配准学习分割

 

图 3: 分割（S）和配准（R）的互补学习过程。在整个训练过程
中，配准和分割网络循环训练，互补优化，从而实现相互促进。

III. 方法

如图2所示，BRBS 框架学习语义对齐和保拓扑的
配准，以获得更好的真实性（KCC，第III-A节），在变
换路径上密集采样数据，以获得更好的多样性（S3P，
第III-B节），并抑制不对齐区域的分割学习以提高对生
成数据中不准确信息的鲁棒性（MMR，第III-C节），从
而获得有效的少标签医学图像分割模型。BRBS 采用互
补的分割和配准学习过程 [3]（图3），通过交替迭代地
训练配准和分割网络来实现相互促进的过程。

A. 知识一致性约束策略用于提升数据真实性

如图2d）和图4所示，KCC 利用两种领域知识来约
束配准学习，使模型生成符合领域知识的伪标签数据，
大大提高了生成数据的真实性。我们将从训练数据集
Dtrain 中采样的图像表示为 M 和 F。该策略有两个关
键组件:

1) A）双向一致性（BiC）策略: BiC 策略约束配
准网络学习保持拓扑结构的配准映射，从而提高生成图
像中空间结构的真实性。该方法约束配准过程的可逆性
和平滑性，以获得保持拓扑结构不变的映射。对于可逆
性，它不仅训练模型学习正向形变，即通过正向形变场
ϕ 将图像 M 形变到图像 F 的空间结构 [11]，还训练网
络学习反向形变，即通过反向形变场 ϕ−1 将图像 F 形
变到图像 M 的空间结构：

ϕ = R(M,F), ϕ−1 = R(F,M). (1)

正向和反向形变场还通过反向损失 LI 进行相互约
束：

LI(ϕ, ϕ−1) =
∑

p∈ϕ ∥ϕ− I(ϕ−1)∥2,
I(ϕ−1) = −1 ∗ ϕ−1(ϕ−1),

(2)

其中，p 是 ϕ 中的体素位置，ϕ−1(ϕ−1) 表示使用空间
变换操作 [11] 将 ϕ−1（括号内）按照位移向量场 ϕ−1

（括号外）形变到目标空间位置，I 表示将位移向量场取

逆变换。因此，该损失有两个步骤：1）I(ϕ−1) 首先将
逆变形场 ϕ−1 与正向变形场 ϕ 的空间对齐并取负，因
此逆变形场中的向量与其对应的正向变形场中的向量
具有相同的方向和空间位置。2）使用 LI(ϕ, ϕ−1) 来计
算对齐的逆变形场和正向变形场之间的差异，以优化网
络学习可逆的形变，从而提高保持图像拓扑能力。我们
同时计算形变图像 Mϕ 与固定图像 F 对之间的相似度
Lsim，以及形变图像 Fϕ

−1

与固定图像 M 对之间的相
似度。因此，配准模型将学习道更好的可逆性，获得更
加真实的形变。我们采用广泛使用的归一化互相关损失
[11] 作为 Lsim：

Lsim(F,Mϕ) =∑
p∈Ω

(
∑

pi
(F(pi)−F̂(p))(Mϕ(pi)−M̂ϕ

(p)))2

(
∑

pi
(F(pi)−F̂(p))2)(

∑
pi

(Mϕ(pi)−M̂ϕ
(p))2)

,
(3)

其中，Ω 是图像空间，F̂(p)（M̂
ϕ
(p)）是局部均值

强度图像：F̂(p) = 1
n3

∑
pi

F(pi)。pi，即在 p 周围的一
个 n3 的体积范围中求平均。为了学习平滑性，该组件
还采用平滑性损失 [11]Lsmooth 同时约束位移向量场的
相邻向量梯度较小，削弱局部夸张的形变。

Lsmooth(ϕ) =
∑
p∈ϕ

∥▽ϕ(p)∥2, (4)

因此，BiC 的整体损失 LBiC 是：

LBiC(F,M, ϕ, ϕ−1) =

Lsim(F, ϕ(M)) + Lsim(M, ϕ−1(F))+
λsmooth(Lsmooth(ϕ) + Lsmooth(ϕ−1)) + λILI(ϕ, ϕ−1),

(5)

其中，λsmooth 和 λI 是 LBiC 中损失的权重。遵
从论文 [11] 和论文 [38]，我们设置 λsmooth = 1 和
λI = 0.1 以获得更好的拓扑保持能力。结合语义一致性
策略（SeC，下文），BiC 将获得比论文 [11] 具有更好
的拓扑保持能力，且降低了论文 [38] 中由于过度平滑
所导致的配准效果差的风险。

2) B）语义一致性（SeC）策略: SeC 策略约束配
准网络学习感知两幅图像中语义区域并将其对齐的能
力，提高了生成图像过程中进行样式偏移时的语义区域
的真实性。它通过分割网络（S）对两幅图像（M、F）
进行分割来提取语义区域，并通过 SeC 损失 LSeC 约
束配准网络将对应的语义区域对齐。在这个过程中，我
们采用 DSC 损失 [1] 作为度量语义区域对齐程度的损
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位移向量场 ψ

Lξ
smooth

Lξ
SeC

位移向量场 ψ-1 形变图像 Fϕ

形变图像 Mϕ

双向一致性策略（BiC）
用于保持拓扑性的配准

 语义一致性策略（SeC）
用于语义区域对齐的配准

Lξ
sim

Lξ
sim

分割结果 F

分割结果 M

图像 F

图像 M 

图像 M

图像 F

采样配对数据

（固定的）

（固定的）

Lξ
smooth

Lξ
I

ϕ
-1

ϕ

...

...
分割网络

...
配准网络

...
配准网络

-1

分割网络

图 4: KCC 通过 BiC 和 SeC 策略来训练拥有保持拓扑性和语义
区域对齐能力的配准模型，从而生成符合领域知识伪标签数据生
成过程，提高生成数据的真实性。

失函数：

LSeC(F,M, ϕ, ϕ−1) =

LDSC(S(F), ϕ(S(M))) + LDSC(S(M), ϕ−1(S(F))).
(6)

因此，该损失函数将优化配准网络输出具有良好语义区
域对齐能力的形变，使得在生成图像时的风格偏移获得
更好的真实性。
总的来说，学习配准的过程可以被定义为最小化一

个损失函数 LR:

R̂ = arg min
R

[E(F,M)∼Dtrain
[LR(F,M,R(F,M),R(M,F))]]

(7)
其中 F 和 M 是从我们的训练数据集 Dtrain 中采样的
图像。完整的损失函数为：

LR(F,M,R(F,M),R(M,F)) =
LBiC(F,M, ϕ, ϕ−1) + λSeCLSeC(F,M, ϕ, ϕ−1),

(8)

其中，λSeC 是 LSeC 的权重。

B. 空间-风格采样程序用于提升多样性

如图5，S3P 构建了一种在基于配准的生成程序中
密集采样的策略，从而理由少量有标签数据生成具有
良好多样性的伪标签数据集。S3P 遵循论文 [2]，同时
考虑医学图像空间结构和风格特征两个方面来生成数
据。我们构建了一个拥有 M 个不同空间结构和风格
特征无标签图像的无标签数据集 U，以及一个拥有 N

（N,N ≪M）个有标签图像的模板数据集 A。因此，训
练数据集 Dtrain 可以描述为：

Dtrain = {{(A, y)}N , {U}M}(N ≪M), (9)

S3P 从无标签数据集 U 中随机采样两个拥有新的
空间和风格特征的无标签图像 Uj ,Uk，然后从模板数

c）风格采样过程
用于生成丰富的风格特征

...
配准网络

无标签图像 Uk

 

 

β~[0, 1]

ϕk2i

a）采样配对数据

无标签数据集 DU
train

模板数据集
（有标签）DA

train

模板图像 Ai 
（标签 yi）

无标签图像 Uj

风格位移图 ϕi2k

b）空间采样过程
用于生成丰富的空间特征

...
配准网络  

α~[0, 1]

         

空间形变图 ψi2j

具有新风格和新空间的模板
图像 Xijk

αβ （标签 yij
α）

采样的空间
形变图 ψi2j

α
采样的风格
位移图 ϕi2k

β
模板图像 Ai 
（标签 yi）

具有新风格的模板
图像Aik

β
 （标签 yi）

输出 形变 相加

采样 采样

（固定的） （固定的）

…

图 5: S3P 构建了一个基于配准概率生成程序，通过对流形上图
像间空间和风格路径进行采样，生成更加丰富的空间和风格特
征，提高了生成数据的多样性。

据集中采样一个拥有基本的空间和风格特征的有标签
图像 (Ai, yi)：{(Ai, yi), Uj ,Uk} ∼ Dtrain。
对于生成更加多样的空间特征，S3P 将一个无标签

图像 Uj 和一个模板图像 Ai 输入到配准网络 R 中，得
到一个形变场 ϕi2j（公式10），该形变场能够将模板图
像的空间特征转化为无标签图像 Uj 的空间特征。接着，
S3P 生成一个随机值 α ∈ [0, 1] 对形变程度进行采样，
获得空间形变图，从而实现从模板图像空间到无标签图
像空间之间流型上的采样，获得更加多样的空间信息：

ϕi2j = R(Ai,Uj), ϕ
α
i2j = αϕi2j . (10)

对于生成更加多样的风格特征，S3P 将另一个无标
签图像 Uk 通过配准网络对齐到模板图像 Ai 上，得到
形变后的无标签图像 Uk2i = R(Uk,Ai)(Uk)。然后，通
过对齐的两个图像（Uk2i,Ai）之间进行像素值相减（公
式11），获得模板图像的风格位移图 ψi2k，从而实现了
从模板图像到无标签图像 Uk 的风格特征转换。然后，
S3P 生成一个随机值 β ∈ [0, 1] 对风格变换程度进行采
样，获得风格位移图，从而实现从模板图像风格到无标
签图像分风格之间流形上的采样，获得更加多样的风格
信息：

ψi2k = Uk2i − Ai, ψ
β
k2i = βψk2i. (11)

最后，采样获得的风格位移图 ψβk2i 被添加到模板
图像中生成新的风格特征，采样获得的空间形变图 ϕαi2j

对具有新风格的模板图像和模板标签进行形变，生成同
时具有新风格和空间特征的伪标签图像 (Xαβ

ijk, yαij)：

Xαβ
ijk = ϕαi2j(Ai + ψβi2k), yαij = ϕαi2j(yi). (12)

如果 β = 0，则生成的图像是仅空间形变后的模板图像
Aα
ij；如果 α = 0，则生成的图像是仅风格变换后的模板
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表 I: 不同典型 LRLS 方法的概率生成程序的概率分布表明，
BRBS 的生成过程具有更高的随机性，将产生更加多样化的生
成图像。

方法 概率生成程序

DeepAtlas [1] p((Ai, yi))p(Uj)

PC-Reg-RT [4] p(ϕi2j |R,Ai,Uj)p((Ai, yi))p(Uj)

DataAug [2] p((Ai, yi))p(Uj)p(Uk)

DeepRS [3] p(α)p(ϕi2j |R,Ai,Uj)p((Ai, yi))p(Uj)

Our BRBS p(β)p(ψi2k|R,Ai,Uk)p(α)p(ϕi2j |R,Ai,Uj)p((Ai, yi))p(Uj)p(Uk)

分割网络学习不对齐区域
的拟合函数（公式6.14）

图像 XA 图像 XB混合图像 XAB

混
合

分
割
 y

A
B

学习线性拟合来降低对不准确区域的拟合程度

分
割
 y

A
分
割
 y

B

学习拟合线性

*(1-γ) *γ

*(1-γ)

*γ

分割的混合图像 yAB

图 6: MMR 提高了分割网络训练的鲁棒性。从优化的视角来看，
它将两个图像混合以模拟不对齐失真，并训练深度学习模型在不
对齐区域学习线性函数，从而减少对这些不准确信息的拟合。

图像 Aβ
ik。因此，通过在风格和空间结构变换的流形上

对数据进行采样，S3C 获得了更密集的生成数据分布，
大大提高了生成数据的多样性。
总的来说，如表I所示，与其他典型的 LRLS 方法

相比 [1]–[4]，BRBS 具有包括图像级、空间级和风格级
的三个级别采样，拥有更多样化的数据生成能力。它使
用三种随机性，包括图像间空间和风格配对的随机性
(DataAug，p((Ai, yi))p(Uj)p(Uk))，配准网络训练过程
的随机性 (DeepRS，PC-Reg-RT，p(ϕi2j |R,Ai,Uj))，以
及风格 (p(β)) 和空间 (DeepRS，p(α)) 变换过程中采
样的随机性，这三重的随机性进一步提高了生成的多样
性，为分割模型的学习提供了多样化的生成数据。

C. 混合不对齐正则化提升鲁棒性

如图7所示，MMR 策略在使用生成的伪标签数据
(Xαβ

ijk, yαij) 训练分割网络的同时限制不对齐区域的拟合
程度，从而削弱数据中不准确信息的干扰，提高了分割
学习的鲁棒性。
具体的，MMR 策略在不需要标签的情况下，通过

加权混合两个图像 XA 和 XB，生成一种混合图像 XAB

来模拟图像不对齐的风格失真情况，并训练分割网络在
不对齐区域内拟合线性函数，对齐的区域内拟合非线性

函数，从而降低模型对这些不准确信息的拟合度（图7）。
该策略首先从训练数据集 Dtrain 中采样两个图像 XA

和 XB，然后使用随机值 γ ∈ [0, 1] 加权求和这两个图
像从而生成混合图像 XAB 以模拟生成数据中由于配准
不对齐导致的风格失真。接着，分割模型 S 对两个原始
图像 XA,XB 和混合图像 XAB 分别进行推理预测，获
得它们的分割结果 ŷA = S(XA)，ŷB = S(XB) 和分割
混合图 ŷAB = S(XAB)。然后，分割结果图 ŷA, ŷB 也通
过随机值 γ 加权求和，从而获得对齐区域响应高、不对
齐区域响应低的混合分割结果图 yAB。最后，通过混合
损失 LMix，将混合图像的分割结果图 ŷAB 与混合分割
结果图 yAB 约束抑制，从而提高分割网络应对生成数
据失真的鲁棒性。

LMix(ŷA, ŷB, ŷAB) =∥ γŷA+(1−γ)ŷB− ŷAB ∥2 . (13)

如图6所示，从优化过程的角度看，MMR 约束分
割网络对不对齐的区域（即失真的区域）拟合更具线性
的函数，从而减少拟合不准确信息的风险。两张图像和
它们的分割结果图 (XA, ŷA), (XB, ŷB) 中不对齐区域是
图中分割网络函数 S 上的两个位置点（灰色）。通过加
权求和混合这两张图像和它们的分割结果图得到的混
合图像和混合分割结果图是两个灰点连接线上采样的
点（红点 (XAB, yAB)）。由于两张图像的不对齐区域属
于不同的类别，混合后，这些区域的响应会比对齐区域
更低。因此，MMR 约束混合图像的分割结果图 ŷAB 和
混合分割结果图 yAB 保持一致，能够使得分割网络函
数在这些不对齐的区域拟合到更线性的位置上，从而降
低过拟合到错误信息的风险。该过程为：

S(γXA + (1− γ)XB) ⇔ γS(XA) + (1− γ)S(XB). (14)

在实验中，随机值 γ 从一个 Beta 分布 Beta(a, b) 中采
样（a 和 b 均为 0.3），如果混合的区域是对齐的，它们
的分割结果图将具有相同的值，因此混合分割结果图中
对齐区域的值将接近于它们的原始值，不会影响这些对
齐区域的拟合。因此，分割网络最终将针对性地降低失
真区域的拟合程度，从而更加鲁棒地训练分割网络。

除了 MMR 的学习外，分割网络还使用分割损失
Lseg 学习生成的伪标签数据 (Xαβ

ijk, yαij)。如图7所示，分
割损失 Lseg 计算生成图像的分割结果 ŷαij 与生成标签
yαij 之间的距离以训练分割模型。在本文中，我们采用
DSC 损失 [1] 作为分割损失。
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图 7: 分割网络的整体学习过程。它通过 MMR 的 Mix 损失
LMix 和分割损失 Lseg 来学习医学图像分割。

总的来说，分割学习过程可以被定义为最小化一个
损失函数 LS:

Ŝ = arg min
S

[E((Ai,yi),Uj ,Uk,XA,XB)∼Dtrain

[LS(ŷαij , yαij , ŷAB, ŷA, ŷB)]].
(15)

分割网络的完整损失为：

LS(ŷij , yij , ŷAB, ŷA, ŷB) = ωMixLMix(ŷA, ŷB, ŷAB)

+ Lseg(ŷαij , yαij)
(16)

其中，ωMix 是完整的分割网络损失中混合损失的权重。

IV. 实验设置

1）数据集：我们在两个不同成像模态和成像特点
的任务上评估 BRBS 框架的少标签医学图像分割性能：

a）少标签心脏结构分割 [39]：该任务在 CT 图像上
评估了 BRBS框架对七个大的心脏结构的分割性能，总
共包含三个公共的心脏 CTA 数据集，包括 MM-WHS
挑战赛 [39] 的 CT 图像数据（20 张带有心脏结构标签
的图像和 40 张无标签图像），ASOCA 挑战赛 [40] 数
据集（60 张无心脏标签图像），CAT08 挑战赛 [41] 数
据集（32 张带有心脏结构标签的图像，标签来自该连
接1）。因此，该任务总共拥有 52 个有标签图像和 100
个无标签的图像。预处理过程中，我们裁剪心脏区域并
将图像重采样为 144 × 144 × 128。我们同时进行了 5
个标签情况和 1 一个标签情况的验证，对于 5 个标签
（5-shot）的评估，我们随机选择五个有标签图像作为模
板集，并将其余 47 个有标签图像作为测试集。对于 1
一个标签（1-shot）的评估，我们随机选择一个有标签
图像作为模板集，其余 51 个有标签图像作为测试集。
剩下的 100 个无标签图像作为训练数据中的无标签数
据集。

1http://www.sdspeople.fudan.edu.cn/zhuangxiahai/0/mmwhs/

b）少标签脑组织分割 [42]：该任务在 T1 MR 图
像上评估 BRBS 框架对 28 个小的脑组织的分割性能，
使用了 CANDI 数据集 [43]（包含 103 个带有脑组织
标签的 T1 脑 MR 图像）。遵从论文 [6] 的实验设置，
我们从原始图像中心裁剪出一个 160 × 160 × 128 的体
积，并将 20、82、1 个图像作为 1-shot 的评估中的测
试、无标签和模板数据集。对于 5-shot 的评估，我们
将 20、78 和 5 个图像作为测试、无标签和模板数据集。
我们对所有训练过程执行 [−20◦, 20◦] 范围内的旋转和
[0.75, 1.25] 倍的缩放作为数据增强。

2）对比设置：我们将 BRBS 框架与 16 种广泛使
用的框架在 1-shot 和 5-shot 情况下进行比较以展示
BRBS 框架的卓越性，共分为四种不同的类型对比：a）
对比直接学习分割（learning segmentation，LS）的框架
（3D U-Net（2016）[13]，SegNet（2017）[14]，U-Net++
（2019）[15]，DBN（2020）[16]）以展示少标签情况下
监督学习的医学图像分割模型的基本性能。b）对比半
监督学习分割（semi-supervised learning segmentation，
SLS）框架（UA-MT（2019）[44]，MASSL（2019）[45]，
DPA-DBN（2020）[16]，CPS（2021）[46]）以显示在少标
签情况下由于缺乏领域知识而导致的半监督方法的局
限性。c）对比基于模板分割（Atlas-based segmentation，
ABS）框架（VoxelMorph（VM，2018）[11]，标签约束
的 VM（LC-VM，2019）[26]，LT-Net（2020）[5]）以显
示由于模板和目标图像之间的空间差异而导致的分割
性能限制。d）对比基于 LRLS 范式的方法（DeepAtlas
（2019）[1]，DataAug（2019）[2]，DeepRS（2020）[3]，

PC-Reg-RT（2021）[4]，VAEAug（2021）[6]）进以展
示 BRBS 卓越的性能。除了 LS 方法外，我们对所有
方法使用相同的骨干网络，即 3D U-Net [13]，以避免
网络架构的不同对性能造成干扰而破坏公平性。

3）实施细节和评价指标：我们基于 PyTorch [17]
实施 BRBS 框架，在 24GB 显存的 NVIDIA GeForce
RTX 3090 GPU 上训练和测试。我们将 α，β 和 γ 的值
设为从 Beta 分布 Beta(a, b) 中采样（a 和 b 均为 0.3），
从而使得概率分布更接近于 0和 1，降低失真风险。遵从
论文 [26] 和论文 [38]，我们设置 λsmooth = 1，λI = 0.1，
λSeC = 100（参照V节）以获得语义区域对齐和保留拓
扑的有效配准。我们进一步设置 ωMix = 0.1（参照V节）
以平衡分割网络的训练。训练过程采用 Adam 优化器
[47] 进行优化，学习率设置为 1 × 10−4，批大小为 1，

http://www.sdspeople.fudan.edu.cn/zhuangxiahai/0/mmwhs/
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以实现快速收敛 [4]。我们通过 AntsPy2对所有图像执
行仿射变换以统一图像的空间位置。

4）评价指标：本文实验从两个方面评估模型的分
割性能 [48]：a）基于区域的评估指标：使用 Dice 系数
（DSC）来评估分割结果与标签之间的重叠程度。DSC
越高，区域的重合度就越好。b）基于距离的评估指标:
使用平均 Hausdorf 距离（AVD）来评估表面的重合度。
AVD 越低说明分割结果与标签之间表面重合度越好。
对于实验分析部分对配准性能评估，我们除了 DSC 和
AVD，还计算每个变形体素位置上位移向量场的的雅
可比矩阵 < 0 的位置站全部位置的百分比 Jϕ < 0，从
而评估形变的失真程度（越低越好）。

V. 实验结果和分析

A. 定量对比分析

如表II所示，基于 LRLS 的方法在少样本医学图像
分割任务中表现出极大的优越性。我们可以发现三个有
趣的观察结果：1）尽管 SLS 方法使用了更多的无标签
数据，但是这类方法的性能竟然比只是用少量有标签
数据的 LS 的方法表现更差。这是因为极少的标签只能
够提供了很少的监督信息，因此大量无标签数据在半
监督学习中为模型提供了极不可靠的监督信息，导致
了 UA-MT 在 5-shot 的（a）任务中与 3D U-Net 相比
DSC 下降了 17.9%。虽然 CPS 在 5-shot 的（a）任务
中取得了 3.1％的 DSC 提高，但在结构非常小的脑组
织分割任务（b）中几乎没有分割能力（25.3% 和 37.1%
的 DSC）。2）ABS 方法由于医学图像间基础解剖结构
的一致性，对于小结构具有较为稳定的性能，因此 VM
在 5-shot（b）任务中获得了第三高的 83.1% 的 DSC。
然而，这类方法受限于模板图像与测试图像之间的相似
性，有着较大的瓶颈，因此 VM 在 5-shot（a）任务中
仅有 81.0% 的 DSC。3）基于 LRLS 范式的方法由于
其深度学习的强大表征能力和生成的大量训练数据的
能力，获得了全面高于 LS 和 SLS 的性能。其在两个
任务上的 5-shot 设置中都取得了 80% 以上和 70% 以
上的 DSC。
与其他 LRLS 方法相比，BRBS 在两个方面展示

出强大的少标签分割优势：1）BRBS 同时在大结构（任
务（a））和小结构（任务（b））分割上都有着强大的能
力力。在 5-shot 情况下，由于 BRBS 在生成图像的多
样性和真实性方面的优势，它在两个任务上都取得了最

2https://github.com/ANTsX/ANTsPy

标签 BRBS DataAug PC-Reg-RT DeepAtlas DeepRS

大
的
心
脏
结
构
分
割

小
的
脑
组
织
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图 8: 定性评估显示，与四种典型的 LRLS 方法相比，BRBS 在
5-shot 设置下的两个少标签医学图像分割任务上都具有更好的
视觉效果。

高的 DSC（91.1%，87.2%）和最低的 AVD（0.93mm，
0.43mm）。虽然 PC-Reg-RT 在大结构分割（任务（a））
上也取得了类似的性能，但在小结构分割（任务（b））上
表现得非常差，比 BRBS 低了超过 10% 的 DSC。这是
因为它在小结构上的严重误分割极大限制了配准性能，
从而导致生成数据中出现严重的对齐失真，反过来限制
了分割的性能。DataAug 在小结构分割（任务（b））上
表现出有竞争力的性能，其 DSC 只比我们低 4.4% 和
3.3%，但该方法由于缺乏对语义区域对齐的约束，在大
结构分割（任务（a））上极为受限。2）BRBS 在 1-shot
和 5-shot 设置下都具有最好的分割能力，表明其对标
签数量的鲁棒性。尽管 DeepRS 在 5-shot 任务（a）中
只比我们低了 4.1% 的 DSC，但由于该方面的对抗训练
扩大了其对数据数据数量的敏感性，因此在 1-shot 任
务（a）中，改方法与本文的 BRBS 框架的差距扩大到
了 15.8%。PC-Reg-RT 在 5-shot 情况下的 DSC 为具
有 88.5%，比 BRBS 低了 2.6%，但在 1-shot 设置下，
该差距扩大到了 3.7%。这是因为 PC-Reg-RT 中的配
准网络的输入基于其分割网络的输出，当有标签图像数
量极少时，分割模型的退化使得配准模型性能进一步下
降，使得生成数据出现更大的失真，进一步干扰并限制
分割学习。

B. 定性对比分析

图8展示了在 5-shot 心脏结构和脑组织分割任务上
展示了五种基于 LRLS 的方法的结果，我们发现 BRBS
在大结构的边界上具有高准确性，并且在小结构上也有
着出色的表现。1）对于大的心脏结构，BRBS 在边界

https://github.com/ANTsX/ANTsPy
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表 II: 与 16 种常用方法相比，BRBS 在 1-shot 和 5-shot 情况下的两个少标签医学图像分割任务中，都取得了最佳性能。表中
“unable”表示分割结果非常差导致 AVD 无法计算。

方法 类型
a）CT 图像上的心脏结构分割 b）MR 图像上的脑组织分割

1-shot±std 5-shot±std 1-shot±std 5-shot±std

DSC% ↑ AVDmm ↓ DSC% ↑ AVDmm ↓ DSC% ↑ AVDmm ↓ DSC% ↑ AVDmm ↓

3D U-Net [13]

LS

63.8±16.3 6.13±3.46 84.3±9.6 2.43±2.14 54.4±10.8 2.94±1.23 69.5±8.8 1.59±0.84

SegNet [14] 57.5±17.4 7.01±4.53 78.8±10.5 2.68±1.72 52.3±4.9 3.18±0.37 62.7±7.0 1.98±0.72

U-Net++ [15] 42.9±20.5 9.18±3.78 84.0±8.6 2.51±2.26 51.2±10.6 2.33±1.06 66.4±12.7 2.02±1.62

DBN [16] 48.8±16.5 10.70±4.10 78.9±12.0 3.90±3.12 23.5±15.9 13.83±7.26 80.2±5.6 0.92±0.30

UA-MT [44]

SLS

54.8±17.0 9.44±4.77 66.4±16.2 4.69±2.27 36.7±8.4 8.69±2.29 75.5±3.4 1.31±0.95

CPS [46] 70.7±9.4 4.01±1.73 87.4±5.4 1.40±0.76 25.3±1.2 unable 37.1±1.8 unable
MASSL [45] 57.2±12.5 13.86±3.16 77.4±8.7 9.07±3.11 74.0±3.1 1.32±0.35 80.5±3.1 0.92±0.43

DPA-DBN [16] 49.0±14.4 10.47±3.81 68.0±14.5 5.75±3.89 28.1±7.6 7.75±1.78 68.7±8.2 3.90±2.39

VM [11]
ABS

77.6±6.0 2.49±0.73 81.0±6.1 2.13±0.78 78.7±1.8 0.73±0.07 83.1±1.8 0.56±0.08

LC-VM [26] - - 81.7±6.0 2.04±0.77 - - 83.0±1.8 0.56±0.07

LT-Net [5] 67.2±6.5 3.55±0.90 77.8±7.8 2.25±0.95 76.9±1.5 0.75±0.51 82.6±1.2 0.57±0.05

DeepAtlas [1]

LRLS

85.4±4.5 1.59±0.56 87.9±4.3 1.30±0.57 73.0±2.4 1.02±0.10 79.3±2.6 0.74±0.12

DataAug [2] 81.4±5.2 2.23±0.67 82.2±5.2 2.04±0.73 81.3±1.4 0.69±0.06 83.9±1.2 0.55±0.06

DeepRS [3] 73.4±12.3 3.40±1.92 87.0±5.0 1.60±0.90 55.9±12.0 1.81±0.91 73.0±5.9 0.93±0.25

PC-Reg-RT [4] 85.5±4.7 1.55±0.63 88.5±4.9 1.23±0.72 66.9±3.6 1.38±0.19 73.1±3.1 1.09±0.17

VAEAug [6] 75.5±11.0 4.29±2.12 - - 74.8±12.2 1.71±2.71 - -

BRBS LRLS 89.2±3.4 1.24±0.50 91.1±3.9 0.93±0.57 85.7±1.0 0.49±0.04 87.2±1.0 0.43±0.05

的分割准确性上表现更好。如第一行的放大部分所示，
BRBS 和 DeepAtlas 都能够精细地分割两个结构之间
的边界（黄色箭头），但 DataAug 在这个区域存在误分
割。这是因为 DataAug 在配准时缺乏对语义区域对齐
的约束，因此在通过配准生成伪标签图像时，存在较为
严重的对齐失真。虽然 DeepRS 和 PC-Reg-RT 在训练
配准模型时具有语义区域对齐的约束，但 DeepRS 受
到对抗学习的干扰（DeepRS）而 RC-Reg-RT 过于依
赖分割模型，这使得它们的配准容易在细节区域发生
失真，导致随之训练的分割模型在边界处准确性差。2）
对于小的脑组织，BRBS 表现出更好的精细结构的分割
性能。最后一行的放大部分有多个相邻的小结构。与其
他基于 LRLS 的方法相比，BRBS 在这些区域均具有
出色的完整性和一致性，这归功于 BRBS 生成的伪标
签图像具有较好的真实性。PC-Reg-RT、DeepAtlas 和
DeepRS 严重丢失了一些小结构，如黄色箭头所指示的
区域，因为它们的生成过程没有考虑真实性，而恰恰真
实对于小结构来说非常重要。一旦发生失真，这些小结
构的特诊很容易被错误信息所干扰，导致模型无法有效
地学习这些信息。DataAug 在小结构上表现比其他三
种方法更好，这是因为它具有三个独立的训练阶段，减
弱了误分割对配准的干扰。

C. 消融实验

如表III所示，在 5-shot 心脏结构分割任务上的消
融实验展示出本文创新点带来的性能提升。3D U-Net
（第一行，我们的基准线）仅有 84.3% 和 2.43mm 的

DSC 和 AVD。当添加 S3P 但并不进行风格和空间的采
样时，由于缺少 KCC 中分割的约束，使得配准生成的
图像中存在严重的失真问题，从而导致与 3D U-Net 相
比降低了 3.6% 的 DSC。S3P 中的空间采样为分割模型
提供了更多不同的空间特征，使性能提高了 3.0%DSC，
但失真问题仍然干扰着分割学习，因此 DSC 仍然低于
3D U-Net。加入风格采样后极大地提升了分割模型性
能，获得了 88.1％和 1.25mm 的 DSC 与 AVD。这是
因为不同的 CT 扫描协议导致了 CT 图像风格特征的
变化，导致了仅使用少量有标签数据训练的 3D U-Net
存在的巨大瓶颈，而我们的风格采样为分割学习提供了
更多的风格特征，极大地提升了模型的泛化能力。当仅
添加 MMR（没有风格采样）时，其正则化能力带来了
0.7% 的 DSC 提升。但与风格级采样相比，该方法仍然
缺乏来自具有更多风格信息的生成数据的监督，因此仍
然比加入风格采样后的模型低 3.7% 的 DSC。KCC 为
生成数据带来了更好的真实性，因此当加入 SeC 时，配
准网络在相同语义区域上获得了更好的对齐，从而带来
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表 III: 在 5-shot 心脏结构分割任务上的消融实验显示了本文创新点的切实贡献。

KCC S3P
MMR

分割性能 ±std 配准性能 ±std

SeC BiC 图像配准 空间采样 风格采样 DSC% ↑ AVDmm ↓ DSC% ↑ AVDmm ↓ |Jϕ| ≤ 0% ↓

84.3±9.6 2.43±2.14 - - -
✓ 80.7±9.6 2.52±1.52 72.6±13.8 2.89±1.18 3.3±0.7

✓ ✓ 83.7±8.0 2.33±2.03 73.2±13.8 2.84±1.17 3.2±0.7

✓ ✓ ✓ 88.1±4.7 1.25±0.63 73.0±13.9 2.87±1.20 3.5±0.8

✓ ✓ ✓ 84.4±6.5 1.85±0.89 73.5±13.8 2.84±1.18 3.7±0.8

✓ ✓ ✓ ✓ 90.0±3.8 1.04±0.49 85.9±13.5 1.33±0.67 6.2±1.2

✓ ✓ ✓ ✓ ✓ 90.4±3.4 1.00±0.44 86.0±13.5 1.31±0.64 2.5±1.1

✓ ✓ ✓ ✓ ✓ ✓ 91.1±3.9 0.93±0.57 86.7±13.6 1.22±0.62 1.7±0.8
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图 9: 该实验在 5-shot 心脏结构分割任务上进行了本文中新引入
的超参数的分析。分析了三个超参数：a）MMR 中 Mix 损失的
权重 ωMix，b）SeC 损失的权重 λSeC，c）无标签数据集的大小
M。

了 13.3% 的配准 DSC 提升，并进一步带来了 1.9% 的
分割 DSC 提升。但是由于标签内部缺乏纹理信息导致
的大形变破坏了图像的拓扑结构，使得 |Jϕ| ≤ 0 扩大到
了 6.2%。BiC 进一步约束配准网络产生更平滑和可逆
的形变，从而降低扭曲程度，获得了 2.5% 的 |Jϕ| ≤ 0。
由于 KCC 和 S3P 对生成数据真实性和多样性的提升，
BRBS 框架比 3D U-Net 提高了 6.1% 的 DSC。进一
步的，当加入 MMR 后，更鲁棒地学习生成的伪标签数
据让最终的 BRBS 取得了 91.1% 和 0.93mm 的 DSC
和 AVD。

D. 框架分析

1) 超参数分析: 如图9所示，该实验对三个新超
参数的分析展示了我们创新点对模型的内在影响。a）
MMR 显著提高了 DataAug [2] 学习生成数据的鲁棒
性，取得了更高的性能，但当其权重大于 0.1 时，性能
开始下降。本实验去除其他创新点对性能的干扰，仅
在 DataAug 这种极易受到配准对齐失真干扰的模型上
评估 MMR 的影响。由于 MMR 对不准确信息的抑制
作用，当权重 ωMix 为 0.1 时，DataAug 模型取得了
最高和显著的提升。但当将权重 ωMix 增加到 100 时，

表 IV: 归功于 KCC 的知识嵌入，5-shot 心脏结构分割任务的配
准性能上的分析显示，BRBS具有更高的配准精度（DSC，AVD）
和更低的扭曲失真（|Jϕ| ≤ 0）。“Trad”表示传统方法，“DL”表
示深度学习方法。

方法 类型 DSC%±std ↑ AVDmm±std ↓ |Jϕ| ≤ 0%±std ↓

Initial 62.1±8.7 4.37±1.34 -

B 样条法 [49] Trad 77.0±11.2 2.61±1.57 8.4±9.7

SyN [7] Trad 79.2±8.9 2.33±0.92 0

VM [11] DL 72.7±13.9 2.89±1.20 3.5±0.7

LC-VM [26] DL 73.0±13.9 2.85±1.19 3.1±0.6

DeepAtlas [1] DL 79.7±13.6 2.10±0.96 2.5±0.6

PC-Reg-RT [4] DL 80.8±13.6 1.94±0.91 0.5±0.3

DeepRS [3] DL 76.9±13.3 2.39±0.99 5.3±1.3

LT-Net [5] DL 68.2±13.9 3.26±1.29 2.5±0.3

BRBS DL 86.7±13.6 1.22±0.62 1.7±0.8

MMR 过于强大的正则化作用导致模型欠拟合，极大地
削弱了性能（甚至低于原始的 DataAug）。b）随着其权
重 λSeC 的增大，SeC 损失同时提高了分割和配准性能
（我们设置 ωMix = 0.1）。这是因为在配准中，语义区
域对齐性能的提升可以促进生成数据的真实性。因此，
通过更真实的数据训练的分割网络获得了更好的性能。
c）随着无标签数据集的增大，模型的分割性能迅速提
高，当仅使用 20% 的无标签数据集时就取得了 90% 的
DSC。但是进一步增加更多的无标签数据，模型性能的
增涨变缓。这是因为 S3P 极大地提高了生成数据的多
样性，即是是少量的无标签图像就能生成具有大量特征
的数据。

2) 配准性能分析: 如表IV所示，与其他配准框架
和 LRLS 框架中的配准模型相比，BRBS 在 5-shot 心
脏结构分割任务上具有更高的配准精度和更低的形变
失真风险。本实验比较了两种传统的（Trad）配准模型
（B 样条法 [49] 和 SyN [7]）、两个基于深度学习的配准
模型（VM [11] 和 LC-VM [26]）以及三个 LRLS 模型
的配准部分（DeepAtlas [1]，PC-Reg-RT [4]和 DeepRS
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VM+BiC+SeC

更少的折叠展现
出更好的拓扑性

更加精准的区域
对齐

固定图像移动图像 VM VM+BiCBRBS

图 10: KCC 通过 BiC 和 SeC 策略优化配准网络的学习，使其
具有更好的保持拓扑性和语义区域对齐的能力。

[3]）。B 样条法在 DSC、AVD 和 |Jϕ| ≤ 0 上分别为
77.0%、2.61mm 和 8.4%，展示了该任务的基线性能。
SyN 是一种针对平滑性优化设计的配准模型，因此它
取得了 0% 的 |Jϕ| ≤ 0，而配准精度也提升到了 79.2%
的 DSC。VM 通过深度学习，获得了数据驱动的配准能
力，但是该方法缺乏语义区域感知能力，仅拥有 72.7%
的 DSC。LC-VM 仅通过额外的 5 个标签训练 VM 以
获得更好的语义感知和对齐能力，但由于标签过少，仅
带来了微乎其微的提升（0.3%DSC）。DeepAtlas 采用
分割网络驱动配准模型学习语义区域的对齐，取得了
79.7% 的 DSC。PC-Reg-RT 仅在感兴趣区域上进行变
形，避免了背景上的潜在失真，显示出了强大的拓扑保
持能力，具有 0.5% 的 |Jϕ| ≤ 0。但它没有对背景区域
进行变形，缺乏对一些无标签但潜在地与任务相关的区
域的对齐。BRBS 取得了最高的 DSC（86.7%），最低的
AVD（1.22mm）和相对较低的 |Jϕ| ≤ 0（1.7%），展示
出来自本文所提出的 KCC 的强大的拓扑保持和语义对
齐能力。BRBS 对对齐精度和扭曲的优化将有效提升生
成数据的真实性，从而进一步提升分割模型的准确性。

3) KCC 分析: 如图10所示，本文所提出的 KCC
利用 BiC 和 SeC 策略优化配准网络性能，使其同时拥
有拓扑保留和语义对齐的配准能力。因此，生成的图像
将具有更好的真实性，进而显着提高医学图像分割任务
的性能。a）因为缺乏对拓扑性和语义区域对齐的针对
性约束，VM 在变形时产生了许多扭曲、折叠，同时对
于语义区域的对齐性能也较差。因此，如表IV所示，它
的 |Jϕ| ≤ 0 较高（3.5%）而准确性较低（72.7%）。b）
BiC 利用了保持拓扑性的形变一定是可逆和平滑的这
一领域知识，构建了一种双向的可逆配准和平滑性约
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图 11: BRBS 中生成的图像具有很高的多样性和真实性。（左）
S3P 通过空间和风格密集采样，使得生成的图像特征覆盖图像
间的风格流形和空间结构流形上的位移路径，从而获得更加多样
的空间和风格特征的数据。（右）从 a）到 c）分别是来自真实世
界的图像、来自 S3P 生成图像和来自其他 LRLS 方法的图像。

束。因此，在加入 BiC 后，图中的配准结果拥有更少
的折叠和扭曲。c）SeC 利用了两个对齐的图像具有对
齐的语义区域这一领域知识，利用分割网络训练配准网
络学习对齐两个图像中对应的语义区域。因此，模型取
得了更好的语义区域对齐。

4) 生成数据的真实性分析: 如图11中右侧图所示，
由于 KCC 中的 BiC 和 SeC 策略对数据真实性的促进
作用，BRBS 生成的图像具有极好的真实性。a）与其
他基于 LRLS 的方法（ [2]–[4]）生成的图像相比，BiC
和 SeC 有效地提高了 BRBS 模型生成图像的真实性。
DataAug 没有语义对齐和保持拓扑性的约束，因此生
成的图像在边界上具有大量的畸变和伪影。虽然 PC-
Reg-RT 和 DeepRS 设计了针对语义区域对齐的约束，
但是由于缺乏保持拓扑性的约束，它们生成的图像形态
结构发生了较大的畸变。我们的 KCC 通过两种领域知
识（BiC 和 SeC）约束配准学习，从而生成了具有高真
实性的图像。b）与真实世界的图像（图11 a））相比，
我们可以发现 BRBS 生成的图像同样具有很高的相似
性，因此使用本文方法生成的数据训练的分割网络将学
习到与真实数据相匹配的表征能力，分割网络在真实世
界数据上测试时将取得很好的泛化能力。

5) 生成数据的多样性分析: 如图12所示，S3P 通
过对空间和风格的密集采样，为分割网络的学习提供了
更加多样化的生成数据。本实验通过从训练好的分割
网络的瓶颈层提取各图像的特征，并通过主成分分析
（PCA）将这些特征压缩为两个值绘制在散点图上来展
示所生成的图像的特征分布。a）在没有 S3P 的情况下
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a）无S3P时生成的生成数据分布
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b) 加入S3P后的生成数据分布

更好的多样性

图 12: 从风格网络瓶颈层提取的特征降维（PCA）后的散点图
展示了 S3P 对生成数据多样性的促进作用。a）当没有 S3P 时
[1]，生成数据分布稀疏离散，多样性较低。b）当加入 S3P 时，
BRBS 生成了具有极佳多样性的数据分布。

图像 XA 图像 XB
b）无MMR c）加入MMR

γ=0.4 
a）混合的图像

感知不对齐区域

图 13: MMR 约束分割网络感知不对齐的区域，降低这些不准确
信息的干扰。a）它通过加权融合两个图像来模拟生成具有不对
齐区域的图像。b）当没有 MMR 的时候，3D U-Net 无法感知
不对齐的区域，使其学习到不对齐区域中不准确的信息。c）加
入 MMR 后，BRBS 拥有感知这些不对齐区域的能力，并且学
习降低对这些区域的拟合程度，获得了更好的鲁棒性。

[1]，所生成的图像仅具有稀疏的特征分布，多样性较
差。这是因为数据生成程序直接从无标签数据集的稀疏
离散分布中采样数据，因此生成图像构建的特征分布也
是稀疏离散的。b）S3P 构建了一种空间和风格连续的
分布并该分布上密集采样，因此生成了大量具有不同空
间和风格特征的图像。因此，BRBS 中生成图像的特征
分布是密集和多样化的，能够有效地提高了分割网络的
泛化能力。c）从视觉上看，图11的左图展示了所生成
的图像的空间和样式特征的变换过程。随着 α 和 β 的
增大，模板图像的空间和样式逐渐转换到两个无标签图
像上。因此，所生成的图像的特征将涵盖从模板图像到
无标签图像的变换流形路径上的所有特征，得到更多样
化的生成数据。

6) MMR 的正则化能力分析: 如图13所示，MMR
通过模拟生成数据中的对齐失真，并约束网络降低对这
些不准确信息的拟合程度来对网络进行正则化，提高分
割模型学习的鲁棒性。图像 XA 和 XB 通过加权求和混
合在一起，使得边界附近的区域（蓝色和黄色箭头）在
混合图像中不对齐，模拟了生成数据中可能产生的不对
齐失真。MMR 训练模型对不对齐区域拟合一个线性函

数，从而对这些不对齐区域产生更低的响应（c），因此
提升了分割模型对对齐失真的鲁棒性。而 3D U-Net 无
法感知这些不对齐的区域（b），容易过拟合到这些不准
确信息，因此在分割结果中对这些区域表现出过高的置
信度。

VI. 总结和讨论

我们提出的 BRBS 框架为 MIS 领域提供了一个
强大的少样本分割基准，并有效降低了医学图像研究
的成本。它在多样性、真实性和鲁棒性方面有效推进
了 LRLS 范式，突破了该范式的重要瓶颈。我们提出
的 KCC 进一步约束配准网络学习语义对齐和拓扑保持
的配准，使生成程序能够输出具有空间和风格真实性的
新数据。我们的 S3P 将风格和空间变化的转换路径建
模到生成程序中，从而在更多样的空间和样式特征上
采样生成数据。最后，我们的 MMR 模拟不对齐失真，
并约束网络减小失配区域的拟合度，从而提高分割学习
的稳健性。在两个具有挑战性的任务上进行的广泛实验
证明了我们强大的少样本 MIS 性能和广泛的应用价值，
而且没有任何花哨的技巧。我们还希望在 MindSpore
上使用 BRBS，这是一个新的深度学习计算框架。这
些问题留待未来的研究。我们的所有代码将公开发布
在https://github.com/YutingHe-list/BRBS。

A. 失败案例和本方法限制讨论

在我们的实验中，失败案例展示了本方法潜在的限
制之一。失败案例：如图14所示，在 1-shot 心脏结构
分割任务中，测试图像上的心肌较厚，但在分割结果中
较薄。这是因为有标签图像上的心肌较薄，导致大多数
生成的图像具有较薄的心肌，因此训练的分割网络更容
易预测较薄的心肌。限制讨论：有标签图像中特征的偏
好是基于 LRLS 的方法的一种限制。这些偏好将被转
化到生成的图像中，从而使分割网络学习到一个偏向于
有标签图像中特征的表示。因此，这将限制模型对一些
特征与训练集标签图像不同的图像的泛化能力。幸运的
是，使用更多的有标签图像能够减小这种限制。一种策
略是精心选择具有不同特征的多个标签图像，避免偏好
到某种特征的问题，从而实现具有更好泛化能力的分割
网络。

B. 未来工作讨论

尽管我们的 BRBS 在医学图像中展现了巨大的优
越性，但它仍有很大的探索潜力。因此，我们未来的工

https://github.com/YutingHe-list/BRBS
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无标签图像

厚

无标签图像
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分割预测结果

薄

分割预测结果
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图 14: 由于标签图像中特征的偏差，在 1-shot 心脏结构分割任
务的情况下，测试图像上的心肌较厚，但在分割结果中却变得较
薄。

作主要集中在两个方面：1) 在医学图像中探索更多基
于配准的高效学习任务。配准利用解剖一致性先验，在
许多常规结构化的医学图像（如 CT、MR）中广泛存在，
为这些图像的高效学习提供了一种有效的方式。因此，
我们将进一步研究学习配准以学习其他任务的范式。2)
扩大 LRLS 范式的应用范围。许多医学图像不具有解
剖一致性先验，例如组织病理学全切片图像 [50]。这使
得 LRLS 范式中的配准无法在这些图像上应用，阻碍
了 LRLS 框架在更多任务上取得优异性能。因此，我们
将进一步研究在不规则结构图像上的少样本分割，从而
进一步扩展 LRLS 范式的应用范围。
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